یک پنالتی محدب مشترک برای برآورد ماتریس کواریانس معکوس
چکیده
این مقاله، یک پنالتیِ (تاوان) محدب مشترک برای برآورد ماتریس کواریانس معکوس گاوسی ارائه می دهد. یک روش گرادیان پروگزیمال (مبدأیی) برای حل مسئله بهینه سازیِ نتیجه، با بیش از یک قید پنالتی توسعه داده می شود. آنالیز نشان می دهد که تحمیل یک قید تنها کافی نیست و برآوردگر می تواند توسط یک معامله بین دو پنالتی محدب بهبود یابد. چارچوب توسعه یافته می تواند برای حل آرایه های گسترده ای از مسائل بهینه سازی محدبِ مقید، تعمیم داده شود. یک مطالعه شبیه سازی برای مقایسه عملکرد روش پیشنهادی در الگوریتم گرافیکی لاسو و برآورد SPICE ماتریس کواریانس معکوس انجام شده است.

1. مقدمه
موج اخیر در استفاده از تکنولوژی های الکترونیکی و دیجیتال، مقدار زیادی از داده های با ابعاد بزرگ را تولید کرده است، که آنالیز آنها نیاز به ابزارهای پیشرفته آماری و تکنیک های محاسباتی دارد. نمونه ها از داده های بیولوژیکی اندازه گیری بیان ژن، تصاویر اسکن شده FMRI از مغز انسان و داده های Netflix هستند. در این مجموعه داده ها، اغلب مشاهدات بسیار کمی در مقایسه با تعداد متغیرها وجود دارد و در نتیجه انتخاب روش های آماری استاندارد برای ایجاد استنتاج معتبر نامناسب می شود. بدین ترتیب مفهوم اصل امساک[footnoteRef:1] (پارسیمونی) بسیار حیاتی می شود. در بسیاری از کاربردها، مسئله مورد نظر اغلب ساختار وابستگی داده ها را تخمین می زند که در آن توزیع اصولی احتمال  یا ثابت (استاتیک) است یا در طول زمان تکامل می یابد (یعنی متغیر با زمان یا پویا است). در چارچوب استاتیک، یک فرض معمول این است که داده ها بصورت مستقل و یکسان توزیع می شوند (i.i.d.)، در حالی که در تنظیمات پویا (دینامیک)، توزیع داده ها با گذشت زمان تکامل می یابد و از این رو فرض i.i.d. دیگر معتبر نیست. در اینجا ما بر چارچوب استاتیک تمرکز می کنیم. [1:  parsimony] 

1.1 پس زمینه
انتخاب کواریانس توسط Dempster (1972) معرفی شد که در آن ایده اصلی آن این بود که (i) پارسیمونی را در برازش پارامتر مدل معرفی نماید و (ii) از نظریه قدرتمند اما ظریف خانواده نمایی به عنوان ابزار آنالیز داده های عملی استفاده کند. سهولت محاسبات همراه با ویژگی های جذاب آماری توزیع گاوسی، آن را انتخاب محبوب برای اکثر مسائل کاربردی می کند. ارزیابی ماتریس کواریانس معکوس در تعدادی از آنالیزهای آماری مهم است، از جمله:
· مدلسازی گرافیکی گاوسی: در مدلسازی گرافیکی گاوسی، یک صفر ورودی یک عنصر در معکوس یک ماتریس کواریانس، متناظر با استقلال مشروط بین متغیرها است. 
· آنالیز خطی یا تفکیک درجه دوم: هنگامی که فرض می شود ویژگی ها چگالی گاوسی چند متغیره دارند، قانون تفکیک حاصل، نیاز به برآورد ماتریس کواریانس معکوس دارد.
· آنالیز مؤلفه اصلی (PCA): در داده های چند متغیره با ابعاد بالا، اغلب مطلوب است که فضای ویژگی های با ابعاد بالا را به یک ابعاد پایین تر تبدیل کرد بدون اینکه اطلاعات زیادی را از دست داد. روش ماتریس کواریانس یک روش محبوب برای برآوردهای PCA است.
برای بررسی مسئله برآورد معکوس یک ماتریس کواریانس، چندین روش پیشنهاد شده است. این روش ها یا براساس برآوردهای منظم معکوس ماتریس کواریانس هستند (Banerjee و همکاران، 2008؛ Friedman و همکاران، 2007؛ Bickel و Levina، 2008؛ Rothman و همکاران، 2008)، یا یا رگرسیون منظم با ابعاد بالا هستند (Meinshausen و Bühlmann، 2006؛ Zhou و همکاران، در حال چاپ). در میان پیشرفت های اخیر، یک ماکزیمم سازی دقیق  ℓ1 احتمال لگاریتمی پنالتی با  استفاده از روش نقطه داخلی، برای ارزیابی ماتریس کواریانس معکوس پیشنهاد شده است (Dahl و همکاران، 2008؛ Yuan و Lin، 2007؛ Banerjee و همکاران، 2008). اجازه دهید X = (X1, X2, . . . , Xp)T یک بردار تصادفی p-variate از توزیع گاوسی چند متغیره Np(μ,Σ) باشد. μ بردار میانگین و Σ ماتریس کواریانس قطعی مثبت است. اجازه دهید X1, X2, . . . , Xn، n کپی مستقل از X باشد. ماتریس کواریانس نمونه توسط رابطه زیر داده می شود
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که در آن XiT ترانسپوز Xi است و  بردار میانگین مشاهدات نمونه است.
اجازه دهید  برآورد معکوس ماتریس کوواریانس Σ باشد. Banerjee و همکاران (2008) مسئله ماکزیمم سازیِ دترمینان (MAXDET) زیر را در نظر گرفته اند (Vandenberghe و Boyd، 2004). 
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که در آن tr(S) تریس ماتریس S است،1 X∥∥  نُرم ℓ1 است و به صورت مجموع مقادیر مطلق عناصر ماتریس X تعریف می شود و λ پارامتر تنظیم است که ساختار اسپارسیته[footnoteRef:2] ماتریس کواریانس معکوس برآورد شده را کنترل می کند. روش دیگر برای حل مسئله بهینه سازی بالا بر اساس رگرسیون با ابعاد بالا است (Yuan، 2009؛ Meinshausen و Bühlmann، 2006؛ Wainwright و همکاران، 2006). برای مدل های گرافیکی گاوسی، انگیزه اصلی پشت رویکرد رگرسیون، رابطه صریح بین عناصر ماتریس کواریانس معکوس و ضرایب متغیرهای پیش بینی شده است (Yuan، 2009). Meinshausen و Bühlmann (2006) از این رویکرد پیروی می کنند و ساختار همسایگی متغیرها را با استفاده از رگرسیون منظم ℓ1 به هر یک از متغیرهای مجموعه باقیمانده متغیرها به عنوان پیش بینی کننده ها تخمین می زنند. آنها همچنین هماهنگی برآوردهای خود تحت فرضیات معینی از اسپارسیته و پایداری را نشان داده اند.  [2:  sparsity] 

Friedman و همکاران (2007) الگوریتم گرافیکی لاسو را معرفی کردند که قدرت محاسباتی بهتری نسبت به روش های قبلی دارد. در الگوریتم گرافیکی لاسو، این الگوریتم برآورد لاسوی هر سطر / ستون از ماتریس کواریانس را با توجه به ماتریس کواریانس نمونه به دست می آورد. این روش از الگوریتم نزولی مختصات بلوک برای بهینه سازی تابع هدف استفاده می کند.
Rothman و همکاران (2008) برآورد کواریانس ناورداییِ جایگشت اسپارس (SPICE) را پیشنهاد کرده اند. این روش از تجزیه ی Cholesky ماتریس کواریانس معکوس و یک تقریب درجه دوم تابع احتمال برای ساده سازی مسئله، به صورت پیدا کردن مینیمم هر پارامتر تکوردا در تابع هدف در فرم بسته استفاده می کند. تابع هدف ناوردا است و در نتیجه برآوردگر، ناوردای جایگشت باقی می ماند. این روش از الگوریتم نزولی مختصات چرخه ای برای انجام این بهینه سازی استفاده می کند.
در یک روش دیگر، Sheena و Gupta (2003)، یک برآوردگر احتمال ماکزیمم مقیّد با محدودیت روی کران بالا و پایینِ ویژه مقادیر، پیشنهاد کرده اند. این روش تنها بر روی یکی از دو انتهای طیف ویژه تمرکز می کند و برآوردگرِ حاصل برای زیاد برآورد کردنِ ویژه مقادیر بزرگ و کم برآورد کردنِ ویژه مقادیر کوچک بطور همزمان، صحیح نیست. در نتیجه، روش آنها انحراف کل طیف ویژه در اندازه های کوچک نمونه را بررسی نمی کند. Won و همکاران (2012)، یک برآورد ماکزیمم احتمال ماتریس کواریانس را با قید تعداد شرایط در نظر می گیرند. تعداد شرایط یک ماتریس به صورت نسبت بزرگترین ویژه مقدار به کوچکترین ویژه مقدار ماتریس تعریف می شود. با این حال این روش به خودی خود نیاز به برآورد تعداد شرایط دارد.
برای کنترل انحراف ویژه طیف ماتریس کواریانس، ما یک پنالتی مشترک از مجموع مقادیر منحصر به فرد (نُرم تریس) علاوه بر نُرم ℓ1 در نظر می گیریم. با مینیمم کردنِ تابع پنالتی مشترک ℓ1 و نُرم تریس، ماتریس کواریانس معکوس برآورد شده ی حاصل، اسپارس است و همچنین مقادیر منحصر به فرد ماتریس کواریانس مربوطه، بیشتر از ماتریس کواریانس نمونه مشاهده شده تمرکز یافته هستند. Rolfs و همکاران (2012) برآورد ماتریس کواریانس معکوس را در نظر می گیرند که می تواند به عنوان یک مورد خاص از روش پیشنهادی با تنظیم کردنِ پنالتی نُرم تریس، در نظر گرفته شود. یک پنالتی تنها از نُرم ℓ1، هنگامی که ماتریس کواریانس معکوس حقیقی اصلی اسپارس است، مناسب است. با این وجود، انحراف در ویژه طیف ماتریس معکوس کواریانس معکوس را کنترل نمی کند. کنترل ویژه طیف، یک راه ادراکی برای دریافت یک تخمین مشروط خوب از ماتریس معکوس کواریانس است. 
1.2 مشارکت
ما یک پنالتی محدب مشترکِ ℓ1 و نُرم تریس را برای برآورد ماتریس کواریانس معکوس پیشنهاد می کنیم. به این ترتیب، برآوردگر به طور همزمان اسپارس است و برای اندازه نمونه کوچک با توجه به میانگین خطای میانگین مربعی، میانگین خطای نسبی و اتلاف Kullback-Leibler، عملکرد بهتری نسبت به الگوریتم گرافیکی لاسو می دهد. ما یک روش گرادیان پراگزیمال را برای بهینه سازی تابع هدف اجرا می کنیم. الگوریتم پیشنهادی نشان می دهد که در مقدار تابع O (1 / k) در شرایط خفیف همگرا می شود.
2. نتیجه اصلی
2.1 فرمولاسیون مسئله و نمادها
اجازه دهید X ∼ Np(0,Σ),Σ ≻ 0. برای سادگی نمادگذاری، ما W = Σ−1 نشان می دهیم. اجازه دهید 1∥ ∥ W ، نرم ℓ1 باشد و به صورت مجموع مقادیر مطلق ورودی های آن تعریف شده باشد، ∗∥W∥ نرم تریس باشد و به صورت مجموع مقادیر منحصر به فرد ماتریس W تعریف شده باشد. ما مسئله بهینه سازی زیر را با پنالتی محدب مشترک در نظر می گیریم:
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که در آن
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جایی که λ و τ ثابت های غیر منفی هستند. در این مقاله، ما به طور خاص بر روی ماتریس کواریانس معکوس برای یک توزیع گاوسی چند متغیره تمرکز می کنیم. الگوریتم توسعه یافته در این مقاله، مجموعه ای گسترده از مسائل در آمار و یادگیری ماشین را بررسی می کند. برخی از برنامه های مهم دیگر شامل مسائل طبقه بندی ماتریس (Tomioka و Aihara، 2007؛ Bach، 20089)، مسائل تکمیل ماتریس (Candès و Recht، 2009)، و یادگیری چند-وظیفه (Argyriou و همکاران، 2008) هستند. 
توجه داشته باشید که f (W) در (2.2) یک تابع به شدت محدب است، نُرم، به جز در مبدأ، یک تابع محدب هموار است و نُرم تریس، پاسخ جانشین محدبِ رنک بر حسب واحد توپِ نُرم طیف است (Fazel، 2002). مسئله بالا، مسئله  بهینه سازی محدب با قیدهای غیر هموار است. انتخاب طبیعی برای حل مسئله بهینه سازی فوق، روش ساب گرادیان (زیر-گرادیان) است که یک توالی از برآوردها را تولید می کند {Wk, k = 1, 2, 3,…}
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که در آن α یک گام مثبت است و F (Wk−1) ▽ ساب گرادیان است که نشان دهنده جهت بزرگترین مقدار افزایش تابع F (W) در Wk−1 است. این روش دارای نرخ همگرایی شناخته شده ی O (k-1/2) برای توابع محدب غیر هموار است (Nesterov، 2005). ما از روش گرادیان پروگزیمال برای به دست آوردن نرخ بهتر همگرایی از مرتبه O (k-1) استفاده می کنیم. این روش می تواند برای حل ترکیبی دلخواه از توابع محدب تعمیم داده شود (Bertsekas، 2010). 
2.2 الگوریتم گرادیان پروگزیمال
همانند روش نیوتن به عنوان یک ابزار استاندارد برای حل مسائل بهینه سازی هموار و بدون محدودیت برای اندازه های نسبتاً کم، الگوریتم های پروگزیمال را می توان به عنوان یک ابزار مشابه برای نسخه های غیر هموار، محدود، مقیاس بزرگ و یا توزیع شده برای این مسائل مشاهده کرد. آنها به طور کلی قابل اجرا هستند، اما به خصوص برای مسائل مربوط به علاقه های مهم اخیر شامل مجموعه داده های بزرگ یا مجموعه داده ها با ابعاد بزرگ مناسب هستند. انگیزه اصلی موفقیت الگوریتم گرادیان پروگزیمال، دسترسی به اپراتورهای کم خرج یک تابع است که خود شامل حل مسئله بهینه سازی محدب کوچک می شود. این مسائل زیر مجموعه، که مسئله طراحی یک نقطه را به یک مجموعه محدب تعمیم می دهند، اغلب راه حل های فرم بسته را می پذیرند یا می توانند با روش های تخصصی استاندارد یا ساده به سرعت حل شوند. در ستاپ ما درباره مسئله، ما نیاز به محاسبه اپراتور پروکسیمال برای ℓ1 و نُرم تریس داریم.
اجازه دهید h (W) یک تابع محدب نیمه پیوسته پایین W باشد که به طور یکسان برابر با  ∞+ نیست. سپس الگوریتم نقطه پروگزیمال (Rockafellar، 1976) یک توالی از حل ها را تولید می کند {Wk, k = 1, 2, 3,…} مانند
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دنباله بالا {Wk, k = 1, 2, 3,…} هفتگی به یک راه حل بهینه minW≻0 h(W) همگرا می شود (Rockafellar، 1976). برای استفاده از ساختار الگوریتم بهینه سازی بالا، ما از تقریب درجه دوم f (W) استفاده می کنیم، که از زمانیکه f کاملا محدب است، تصدیق می شود. 
2.2.1 مدل تقریبی پایه
برای هر L> 0، مدل تقریبی درجه دوم f (W) در ' W را در نظر بگیرید:
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که در آن ⟨A، B⟩ ضرب داخلی A و B است.
مسأله بهینه سازی در (2.1) دارای دو پنالتی محدب است. برخی از روش های حل مسائل بهینه سازی قیدهای چندگانه، روش گرادیان پروگزیمال (Bertsekas، 2010)، و الگوریتم تعمیم یافته جلو-عقب هستند (Raguet و همکاران، 2011). روش گرادیان پروگزیمال شامل بهینه سازی ترتیبی از (2.1) با در نظر گرفتن یک قید در یک زمان در مرتبه چرخه ای یا تصادفی است. بازنویسی مسئله بهینه سازی (2.1) با یک قید نتیجه زیر را می دهد
[image: ]
روش گرادیان طرح شده یک مورد خاص از روش گرادیان پروگزیمال برای تابع محدب است که در آن تابع محدودیت(·) gi یک تابع نشانگر است. به طور کلی، مقدار L نامعلوم و حتی اگر معلوم باشد، برآورد موضعی ترجیح داده می شود (Bach و همکاران، 2011). برای یک تابع دیفرانسیلی محدب f (W)، به نظر می رسد یک مرز بالایی پارامتر لیپچیتسِ[footnoteRef:3] f (W) ▽ باشد، یعنی L شرایط زیر را ارضا می کند: [3:  Lipschitz] 

[image: ]
یک روش معمول برای تولید مقدار L، انجام یک جستجوی خطی است. در مسئله بهینه سازی فوق، ما به صورت متوالی برآوردهای جدیدی تولید می کنیم و مقدار L را با یک عامل γ> 1 افزایش می دهیم تا شرایط زیر رعایت شود:
[image: ]
که در آن، Wk یک حل در تکرار k ام است. با این حال، روش فوق می تواند وقت گیر باشد زیرا ما نیاز به بهینه سازی  تعداد دلخواهی (2.1) از دفعات برای بدست آوردن مقدار مناسب L داریم. برای یک ستاپ فعلی f (W)، مانند (2.2) که به شدت محدب و قابل تفکیک است، در تکرار k، پارامتر لیپچیتس L> 0 شرایط زیر را ارضا می کند:
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زیرا
[image: ]
بنابراین یک مقدار مناسب L را می توان به صورت [image: ] به دست آورد.
در لِم های 2.1 و 2.2، ما اپراتور پروکزیمال را برای ℓ1 و نُرم تریس ارائه می دهیم.
 لم 2.1 اجازه دهید M ∈ Rm × n. اپراتور پروکزیمال 1∥ · ∥ با ثابت λ توسط رابطه زیر داده می شود
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که در آن
[image: ]
اثبات. اثبات این لِم در ضمیمه آمده است.
لم 2.2 اجازه دهید M ∈ Rm × n و M = UΣVT یک تجزیه مقدار منحصر به فرد M باشد که در آن U ∈ Rm × r و V ∈ Rr × n دارای ستون های متعامد هستند، Σ ماتریس قطری مقادیر منحصر به فرد M است و r رنک ماتریس M است. آنگاه اپراتور پروکزیمال *∥ · ∥  با ثابت τ توسط رابطه زیر داده می شود
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که در آن
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و Στ ماتریس قطری با
[image: ]
است.
اثبات. اثبات این لِم در ضمیمه آمده است.
برای ℓ1 و نُرم تریس، اپراتورهای پروگزیمال برای محاسبه، کم خرج هستند. این امر منجر به بهینه سازی کارآمد تابع هدف می شود. اپراتور پروکزیمال برای ℓ1، اپراتور آستانه ای نرم مؤلفه ای است. اپراتور پروگزیمال برای نُرم تریس با کاهش مقادیر منحصر به فرد ماتریس کواریانس معکوس توسط یک پارامتر تنظیم به دست می آید. مقدار بزرگتر پارامتر تنظیم باعث می شود که ماتریس کواریانس معکوس حاصل، منحصر بفرد شود، بنابراین ما در الگوریتم بهینه سازی، مقادیر منحصر به فرد زیر آستانه مینیمم مقدار منحصر به فرد را کاهش نمی دهیم. شینا و گوپتا (2003) کار مشابهی را انجام می دهند، که در آن آنها فرض می کنند که ویژه مقادیر دارای یک کران پایین یا بالایی هستند، اما این امر، مینیمم سازیِ مقادیر منحصر به فرد در تنها یک جهت را امکان پذیر می سازد. در عوض ما به مینیمم سازی مجموع مقادیر منحصر به فرد می پردازیم که منجر به مینیمم شدن انحراف کل ویژه طیف می شود.
2.2.2 الگوریتم برای بهینه سازی
در زیر ما الگوریتم بهینه سازی را برای (2.1) خلاصه می کنیم.
با [image: ] شروع کنید.
تکرار کنید
گام 1: قرار دهید [image: ].
گام 2: در حالی که [image: ]
که در آن، [image: ]
گام 3:
قرار دهید [image: ].
قرار دهید [image: ]
قرار دهید [image: ]
قرار دهید [image: ]
قرار دهید [image: ]
تا همگرایی تکرار کنید.

2.2.3 انتخاب پارامتر تنظیم
انتخاب پارامتر تنظیم یک مشکل چالش برانگیز در آنالیز داده های با ابعاد بزرگ است. تنظیم، مزایای واضحی در تولید یک حل اسپارس دارد و میزان کشف نادرست را نیز کاهش می دهد. یک مقدار کوچکتر λ برای یک ساختار اسپارسِ ماتریس کواریانس معکوس در نظر گرفته می شود. برخی از روش های انتخاب پارامتر تنظیم عبارتند از: اعتبارسنجی متقابل K –برابر (KCV)، روش پایداری برای انتخاب درست (StARS)، (Liu و همکاران، 2010)، معیار اطلاعاتی آکائیکه (AIC) و معیارهای اطلاعات بیزی (BIC) . آزمایشات (Liu و همکاران، 2010) نشان داده اند که روش AIC و BIC عملکرد ضعیفی را برای اندازه نمونه کوچکتر نشان می دهند. همچنین، اعتبارسنجی متقابل K –برابر نیز تمایل به انتخاب مقادیر کمتری از پارامتر تنظیم دارد و موجب میزان کشف نادرست بالاتر می شود. از روش StARS برای برآورد پارامترهای تنظیم λ و τ استفاده می کنیم.
3. آنالیز همگرایی
ما از نتیجه Bertsekas (2010) استفاده می کنیم.
لم 3.1 اجازه دهید {Wn, Ln, n = 1, 2,…} دنباله تولید شده توسط الگوریتم بخش 2.2.2 باشد. اجازه دهید c> 0 یک ثابت باشد که شرایط زیر را ارضا می کند
[image: ]
و
[image: ]
آنگاه برای یک بهینه سازی مرتبه چرخه ای اجزاء (·)g1 و (·)g2 شرایط زیر برقرار است
[image: ]
که در آن 
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و *W یک حلِ (2.1) و (2.2) است.
اثبات. برای اثبات دقیق، به Bertsekas (2010) مراجعه کنید.
گزاره زیر برای اثبات نتیجه همگرایی الگوریتم پیشنهادی استفاده می شود.
گزاره 1. اجازه دهید {Wn, Ln, n = 1, 2,…} دنباله تولید شده توسط الگوریتم بخش 2.2.2 باشد و c یک ثابت باشد همان طور که در لم (3.1) تعریف شده است. آنگاه
[image: ]
اثبات. اثبات گزاره 1 در ضمیمه آمده است.
ما در ادامه همگرایی الگوریتم پیشنهاد شده (بخش 2.2.2) را ارائه می دهیم.
قضیه 3.2. اجازه دهید {Wk, k = 1, 2,…} توالی تولید شده توسط الگوریتم در بخش 2.2.2 باشد و c یک ثابت باشد همان طور که در لم (3.1) تعریف شده است. علاوه بر این، فرض می کنیم که یک ثابت∞ > M  وجود دارد به طوری که
 [image: ]
داریم،
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که در آن L> 0 کمترین ثابت لیپچیتس گرادیان f (W) است که در (2.5) تعریف شده است و γ> 1 یک ثابت است، همانطور که در الگوریتم در بخش 2.2.2 تعریف شده است.
اثبات. توجه کنید که برای همه n = 1, 2,… ، [image: ]. با استفاده از گزاره 1، با اضافه کردن F (Wn) -F (W*)  بر n = 1, 2,…، نتیجه دلخواه را می گیریم. 
Rolfs و همکاران (2012) برآورد ماتریس کواریانس معکوس را با پنالتی لاسو تنها در نظر می گیرند. همچنین از الگوریتم گرادیان پروگزیمال برای بهینه سازی استفاده کردند. میزان همگرایی در مورد پنالتی مشترک، با مقدار Rolfs و همکاران تفاوت دارد، زیرا آنها تحت تنظیمات مختلف مشتق شده اند. به دلیل ناهمواری نُرم تریس، روش جعبه سیاه مرتبه اول برای حل این مسائل دارای نرخ همگرایی O (k-1/2) است. الگوریتم گرادیان پروگزیمال از ساختار خاصی از تریس و نُرم ℓ1 استفاده می کند که میزان همگرایی برای پنالتی مشترک مرتبه O (k-1/2)را بهبود می بخشد.
4. شبیه سازی و نتایج
برای پیاده سازی روش پیشنهاد شده، ما برای انتخاب های مختلف ماتریس کواریانس معکوس، مطالعه های شبیه سازی انجام می دهیم. ما نمونه ای تصادفی مشاهدات از توزیع گاوسی چند متغیره برای تغییر n و p تولید می کنیم. ما انواع مختلفی از ماتریس کواریانس معکوس را به صورت زیر در نظر می گیریم:
(i) نمودار هاب: ردیف ها / ستون ها به J گروه غیر مشترک با اندازه برابر تقسیم می شوند: {V1 ∪V2∪, . . . ,∪VJ } = {1, 2, . . . , p}، هر گروه با یک ردیف محوری k همراه است. اجازه دهید |V1| = s. قرار می دهیم wi,j = wj,i = ρ برای i ∈ Vk و در غیر این صورت wi,j = wj,i = 0. در آزمایش ما، J = [p/s], k = 1, s + 1, 2s + 1,… ، و ما همیشه ρ = 1/(s + 10) با J = 20 قرار می دهیم.
(ii) نمودار همسایگی: ما ابتدا به صورت یکنواخت (y1, y2, . . . , yn) را از یک مربع واحد نمونه می گیریم. سپس قرار می دهیم wi,j = wj,i = ρ با احتمال [image: ]. ورودی های باقیمانده W صفر قرار داده می شوند. تعداد عناصر غیر صفر غیر قطری هر سطر یا ستون محدود به کوچکتر از [ρ  1/] است. در این مقاله، ρ مقدار 0.245 قرار داده شده است.
(iii) ماتریس قطری بلوک: در این تنظیم W یک ماتریس قطری بلوک با اندازه بلوك متغیر است. برای p = 50 و p = 100 تعداد بلوک ها 5 است و برای p = 200، تعداد بلوک ها ثابت و 10 است. هر بلوک از ماتریس کواریانس معکوس به عنوان ماتریس نوع توپلیتس، مانند مورد (iv) در نظر گرفته شده است. 
(iv) ماتریس توپلیتس: ما wi,j = 2 برای i = j؛ wi,j = |0.75||i−j| برای |i − j| = 1, 2, 3, 4 و در غیر این صورت wi,j = 0 قرار می دهیم. 
ما برای همه این انتخاب های ماتریس کواریانس معکوس، اعداد تصادفی از توزیع نرمال چند متغیره با n و p متغیر تولید می کنیم. ما n = 50, 100, 200 و p = 50, 100, 200 قرار می دهیم. عملکرد روش پیشنهادی با برآورد های گرافیکی لاسو و SPICE ماتریس کواریانس معکوس مقایسه شده است. برآورد پنالتی مشترک ماتریس کواریانس معکوس با استفاده از نسخه 3.0.2 نرم افزار R بر اساس الگوریتم در بخش 2.2.2 محاسبه شد. برآورد گرافیکی لاسوی ماتریس کواریانس معکوس با استفاده از بسته R "گلاسو" (http://statweb.stanford.edu/tibs/glasso/) محاسبه شد. در "گلاسو" گزینه ای برای مجازات نکردنِ عناصر قطری با قرار دادن گزینه ی ‘‘penalize.diagonal = FALSE’’ وجود دارد که برآورد SPICE ماتریس کواریانس معکوس را می دهد. برای هر برآورد ماتریس کواریانس معکوس، ما اتلاف  کولبک-لیبلر (KL)، میانگین خطای نسبی (ARE)، و متوسط خطای مربعی (MSE) را به صورت زیر محاسبه می کنیم:
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که در آن  (·, ·) f چگالی توزیع گاوسی چند متغیر است و S ماتریس کواریانس نمونه است. برآورد λ و τ با استفاده از StARS لیو و همکاران (2010)، انجام شده است که در زیر شرح داده شده است. 
با در نظر گرفتن به یک نمونه ای با اندازه n، این روش N نمونه با اندازه b تولید می کند، که در آن b <n. در تنظیم ما برای n <200، ما b = 0.8n را انتخاب می کنیم و برای n ≥ 200 [image: ]. برای هر یک از این N نمونه، برآورد ماتریس کوواریانس معکوس بدست آمده است. برای هر ورودی ماتریس کواریانس معکوس، اندازه گیری ناپایداری بر اساس تمامی برآوردهای N محاسبه شده است. در نهایت یک پارامتر تنظیم انتخاب می شود که ناپایداری میانگین را در میان تمام ورودی های احتمالی ماتریس معکوس برآورد شده، مینیمم می کند. در عمل این روش تمایل دارد کمترین مقدار پارامتر تنظیم را انتخاب می کند که به طور همزمان برآوردهای ماتریس کواریانس معکوس را تحت نمونه گیری تصادفی، اسپارس و قابل تکرار می کند. StARS برای ارزیابی پارامتر پنالتی برای تمام روش های رقابتی استفاده شده است که در شبیه سازی داده شده است برای مثال پنالتی مشترک، گرافیک لاسو و SPICE.
نتایج شبیه سازی در ضمیمه آمده است. اعداد در براکت خطای استاندارد برآورد بر اساس 20 شبیه سازی هستند. برای یک ماتریس کواریانس معکوس نوع گراف هاب، روش پیشنهادی به طور استوار، از دو روش دیگر بهتر عمل می کند؛ از نظر اتلاف KL، ARE و MSE، بجز برای n = 50، p = 200، و n = 100، p = 200 که در آن "گلاسو" از دو روش دیگر بهتر عمل می کند.
برای یک ماتریس کواریانس معکوس نوع همسایگی، روش پیشنهادی از گرافیک لاسو و SPICE از نظر اتلاف KL غالب است. توجه داشته باشید که برآورد اتلاف KL با اتصال در ماتریس کواریانس معکوس برآورد شده در چگالی بدست می آید، که در عمل معیار بهتری برای ارزیابی عملکرد روش های مختلف است اگر فرض اساسیِ گاوسی درست باشد. بنابراین در عمل اگر شواهدی از مشاهدات گاوسی وجود داشته باشد، روش پیشنهادی از دو روش دیگر برای یک ساختار ماتریس کواریانس معکوس نوع همسایگی و هاب بهتر عمل خواهد کرد. ما عملکرد مختلط را برای هر سه روش از نظر MSE و ARE می گیریم.
برای ماتریس کواریانس معکوس نوع بلوک، روش پیشنهادی از روش های دیگر برای اندازه نمونه کوچکتر از لحاظ اتلاف KL بهتر می کند. برای n = 200، ما عملکرد متفاوتی از روش ها بدست می آوریم. این موضوع نشان می دهد که یک پنالتی مشترک برآورد بهتری برای تنظیمات نمونه کوچک حاصل می کند. از لحاظ ARE، عملکرد متفاوتی از تمامی روشها به دست می آوریم. از لحاظ MSE، SPICE و گلاسو بهتر از روش پنالتی مشترک عمل می کنند. این امر نشان می دهد که عملکرد یک روش نیز به نوع ماتریس کواریانس معکوس و همچنین معیارهای ارزیابی عملکرد بستگی دارد. برای ماتریس کواریانس معکوس نوع توپلیتس، تمام روش ها از لحاظ اتلاف KL، عملکرد ترکیبی دارند. با این حال، گرافیک لاسو از روش پنالتی مشترک و SPICE از نظر ARE بهتر عمل می کند در حالی که برآورد SPICE عملکرد بهتری از گلاسو و برآورد پنالتی مشترک از نظر میانگین خطای مربعی دارد. 
در کل، روش پنالتی مشترک عملکرد بهتری نسبت به دو روش دیگر برای ماتریس کواریانس معکوس هاب، همسایگی و نوع بلوک دارد. برای ماتریس کواریانس معکوس نوع توپلیتس، گرافیک لاسو و SPICE عملکرد بهترتری نسبت به روش پنالتی مشترک دارند. از نظر اتلاف KL، روش پیشنهادی پنالتی مشترک، عملکرد بهتر را ارائه می دهد. این امر نشان می دهد که اگر فرض گاوسی در عمل برای مشاهدات به خوبی برقرار باشد، پنالتی مشترک جایگزین بهتری برای برآورد ساختار کواریانس و از این رو ساختار مدل گرافیکی پایه است. نتایج شبیه سازی اولیه نیز نشان می دهد که روش پیشنهادی برای n کوچک و p بزرگ به خوبی عمل می کند که در عمل دلگرم کننده است؛ ما اغلب اندازه نمونه بسیار کوچک را در مقایسه با تعداد پارامترهای نامعلوم (مثلا داده های میکرو-آرایه) داریم. ما همچنین می بینیم که عملکرد روش ها برای سه انتخاب توابع اتلاف متفاوت است زیرا آنها فرمول های مختلفی دارند. توجه داشته باشید که الگوریتم گرافیکی لاسو ماتریس کواریانس را به جای ماتریس کواریانس معکوس تخمین می زند. در حالی که روش های پنالتی مشترک و SPICE، هر دو، ماتریس کواریانس معکوس را برآورد می کنند. مقادیر MSE، اتلاف KL، و میانگین نسبی برای انتخاب های مختلف ماتریس کواریانس معکوس به طور قابل ملاحظه ای متفاوت هستند. ماتریس کواریانس معکوس نوع هاب و همسایگی، MSE کمتری نسبت به نوع دیگر ماتریس کواریانس معکوس دارند. این نشان می دهد که مقدار تابع اتلاف برآورد، بستگی به ساختار ماتریس کوواریانس معکوس صحیح اصولی دارد. برای p ثابت، برآوردها برای افزایش حجم نمونه، تمایل به بهبود دارند. با این حال برای n ثابت، همان طور انتظار می رود، عملکرد برآورد برای افزایش p، کاهش می یابد.
5. خلاصه
روش پیشنهادی، پنالتی مشترک را تحمیل می کند که انعطاف بیشتری برای تاوان دادن به ورودی های مختلف ماتریس کواریانس معکوس نسبت به گرافیک لاسو و SPICE دارد. شبیه سازی نشان می دهد که عملکرد این روش نیز به معیارهای ارزیابی و ساختار کواریانس پایه بستگی دارد. روشهای پیشنهادی دارای عملکرد بهتری نسبت به دو روش دیگر برای حداقل سه مورد از چهار تنظیمات ماتریس کواریانس پایه هستند. این روش را می توان به مسائلی تعمیم داد که در آنها تعداد دلخواهی از قیدهای پنالتی محدب است. در شرایط خفیف، الگوریتم میزان همگرایی زیر- خطی را به دست می آورد که باعث می شود که این انتخاب برای بسیاری از مسائل بهینه سازی جذاب باشد. از سوی دیگر، این برآوردهای ماتریس کواریانس معکوس، هنگامی که MSE، ARE، و اتلاف KL برای افزایش اندازه نمونه به سرعت کاهش می یابند، (و همچنین خطاهای استاندارد مربوطه) سازگار هستند.
تشکر و قدردانی
من می خواهم از استاد هیرا کول قدردانی عمیق خود را برای پیشنهادات ارزشمند و سازنده اش در طول برنامه ریزی و توسعه این تحقیق بیان کنم. همچنین می خواهم از همکاری مجله و داور برای نظرات و فیدبک آنها تشکر کنم. من به ویژه از داور تشکر می کنم که به اشتباه در شبیه سازی اشاره کرد که منجر به بهبود در این نوشته شد.

ضمیمه
اثبات لم 2.1. اجازه دهید *M یک حل برای (2.7) باشد که وجود دارد زیرا (2.7) مسئله بهینه سازی محدب است. آنگاه شرط ساب گرادیان بهینه زیر برقرار می شود
[image: ]
که در آن
[image: ]
و به صورت زیر داده می شود
[image: ]
توجه داشته باشید که (A.1) اگر و فقط اگر  |mij | ≤ λ ارضا می شود و بنابراین حل بهینه بصورت زیر داده می شود
[image: ]
این اثبات را تکمیل می کند.


اثبات لم 2.2. اجازه دهید *L  یک حل برای (2.8) باشد. سپس شرایط بهینه زیر گرادیان زیر برقرار است
[image: ]
اجازه دهید W = UΣτ VT، ما نشان خواهیم داد که این انتخاب W شرایط بهینه فوق را برآورده می کند.
زیردیفرانسیلِ∗ ∥W∥∂ از ∗∥W∥ توسط Bach داده شده است
[image: ]
بنابراین
[image: ]
با ضرب هر دو طرف در UUT، و توجه به اینکه UUT = I، به دست می آوریم
[image: ]
بنابراین، W = UΣτ VT، یک حل برای (2.8) است، این اثبات را تکمیل می کند.
اثبات گزاره 1. برای چنین انتخاب Ln ما داریم
  [image: ]
همچنین داریم
[image: ]
که بدست می آوریم
[image: ]
توجه داشته باشید که Wn حل زیر است
(با استفاده از 2.4)
[image: ]
بنابراین A.3 می شود
[image: ]
ما می دانیم که برای هر سه ماتریس A، B، C
[image: ]
با استفاده از این، ما دریافت می کنیم
[image: ]
با استفاده از لم 3.1 بدست می آوریم
[image: ]
که اثبات را تکمیل می کند.

ضمیمه A. ماتریس کواریانس معکوس نوع هاب
جداول A.1-A.3 را ببینید.



جدول A.1
میانگین اتلاف KL و خطای استاندارد در بیش از 20 تکرار.
[image: ]

جدول A.2
میانگین خطای نسبی و خطای استاندارد در بیش از 20 تکرار.
[image: ]

جدول A.3
MSE و خطای استاندارد بیش از 20 تکرار.
[image: ]

ضمیمه B. ماتریس کوواریانس معکوس نوع گراف همسایگی
جداول B.1-B.3 را ببینید.
جدول B.1
میانگین اتلاف KL و خطای استاندارد در بیش از 20 تکرار.
[image: ]

جدول B.2
میانگین خطای نسبی و خطای استاندارد در بیش از 20 تکرار.
[image: ]

جدول B.3
MSE و خطای استاندارد بیش از 20 تکرار.
[image: ]

ضمیمه C. ماتریس کواریانس معکوس نوع بلوک
جداول C.1-C.3 را ببینید.
جدول C.1
میانگین اتلاف KL و خطای استاندارد در بیش از 20 تکرار.
[image: ]

جدول C.2
میانگین خطای نسبی و خطای استاندارد در بیش از 20 تکرار.
[image: ]

جدول C.3
MSE و خطای استاندارد بیش از 20 تکرار.
[image: ]
ضمیمه D. ماتریس کواریانس معکوس نوع توپلیتس
جداول D.1-D.3 را ببینید.
جدول D.1
میانگین اتلاف KL و خطای استاندارد در بیش از 20 تکرار.
[image: ]
جدول D.2
میانگین خطای نسبی و خطای استاندارد در بیش از 20 تکرار.
[image: ]
جدول D.3
MSE و خطای استاندارد بیش از 20 تکرار.
[bookmark: _GoBack][image: ]
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image62.png
p=50 p =100 p =200
n=50

Mixed penalty ~ 0.1716(0.0278) 0359 (0.009) 0.6643 (0.0065)
Glasso 0.1474(0.0189) 0.2371(0.0266) 0676 (0.0055)
SPICE 02146 (0.0124) 03747 (0.029) 0.8935 (0.0062)
n =100

Mixed penalty ~ 0.04998 (0.0167)  0.1924(0.0179) 0.382(0.0048)
Glasso 0.03783(0.0143)  0.1469 (0.0225) 0.4109 (0.0041)
SPICE 0.08744(0.0131)  0.1966 (0.004) 05208 (0.0033)
n =200

Mixed penalty ~ 0.01631(0.0053)  0.054(0.0115) 0.2026 (0.0008)
Glasso 0.02754(0.0073)  0.02849(0.006) 0.1538(0.0192)
SPICE 001282(0.0036)  007825(0.0082)  0.2463(0.0239)





image63.png
p=50 p =100 p =200
n=50

Mixed penalty ~ 10.5(0.0982)  163(0.0433)  22.18(0.0435)
Glasso 10.84(0.0796)  16.07 (0.1187)  22.36 (0.0378)
SPICE 1023(0.0385)  15.3(0.0656)  22.54(0.0758)
n =100

Mixed penalty ~ 9.952(0.1008) 1487 (0.1281)  21.09 (0.0509)
Glasso 10.22(0.0784)  15.41(0.0926)  21.28(0.0513)
SPICE 9.625(0.0557)  1471(0.0606)  20.82(0.0589)
n =200

Mixed penalty ~ 9.072(0.1217)  13.91(0.1462)  19.68 (0.0305)
Glasso 0.438(0.0389)  14.46(0.0652)  20.44(0.1438)
SPICE 8813(0.0504) 136(0.1365)  19.36(0.1194)





image64.png
p=50 p =100 p =200
n=50

Mixed penalty ~ 6.114(0.1082)  1472(0.3109)  36.36 (0.4745)
Glasso 6.481(0.0788)  14.21(0291)  35.3(0.7003)
SPICE 6525(0.1855) 1581(0.779)  47.34(02559)
n =100

Mixed penalty ~ 4.909(0.0882)  11.34(0.1637)  27.36(0.1706)
Glasso 5.160(0.0989)  11.28(0.0695)  27.5(0.1706)
SPICE 4889(0.1004)  11.42(0.1086)  31.78(0.1706)
n =200

Mixed penalty 389 (0.047) 8246(0.0444)  19.61(0.1693)
Glasso 4(0.0336) 853(0.0441)  19.09(0.1432)
SPICE 374(0.0481)  8.199(0.0331)  19.86(0.5867)





image65.png
p=50 p =100 p =200
n=50
Mixed penalty ~ 0.1369 (0.026) 0.3641(0.0185) 06727 (0.0051)
Glasso 0.1289 (0.026) 02688 (0.0292) 06376 (0.0398)
SPICE 02181(0.0247) 0.4039 (0.0309) 0.8861(0.002)
n=100
Mixed penalty ~ 0.0393(0.0093) 0.19(0.024) 03965 (0.0054)
Glasso 0.03887(0.0093)  0.1278 (0.006) 0.3948(0.0304)
SPICE 0.08752(0.0093)  0.1944(0.0059) 0.4985 (0.0318)
n =200
Mixed penalty ~ 0.01466(0.0020)  0.04256(0.0093)  0.1971(0.0024)
Glasso 001453(0.0021)  003121(0.0064)  0.1316(0.0022)
SPICE 001348(0.0021) 006633 (0.0064) 02013 (0.0208)





image66.png
p=50 p=100 p =200
n=50

Mixed penalty ~ 11.64(0.0281)  163(0.072)  23.46(0.0045)
Glasso 11.91(0.0233)  16.88(0.0635)  23.72(0.0961)
SPICE 1129(0.0464)  16.23(0.0571)  2378(0.0258)
n=100

Mixed penalty ~ 11.16(0.0724)  15.68(0.1016) ~ 22.38(0.0333)
Glasso 11.36(0.0712)  163(0.0145)  22.68(0.0333)
SPICE 10.75(0.0853)  15.55(0.0187)  22.16(0.0333)
n =200

Mixed penalty ~ 10.55(0.0295)  15.01(0.1505) ~ 21.02(0.0385)
Glasso 1072(0.0184)  1539(0.013)  21.91(0.0343)
SPICE 10.17 (0.0245)  14.66(0.0172)  20.9(0.0822)
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